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RESUMO

A forma que decisões são tomadas por empresas está sendo cada vez mais

apoiadas em dados, isso graças a evolução da tecnologia, que facilita o

armazenamento e processamento de grandes quantidades de dados como nunca

visto antes, de forma a viabilizar a criação de produtos de dados cada vez mais

assertivos. Nesse cenário, esse trabalho propõe a utilização de técnicas de

aprendizado de máquina para a otimização de uma campanha de marketing, através

da segmentação dos clientes de uma empresa, buscando por padrões demográficos

e firmográficos que indiquem a propensão de um cliente a aceitar ou não uma

determinada oferta contida em uma campanha.

Palavras-chaves: Python; Análise de dados; Modelo de clusterização; Modelo de

classificação; Segmentação de campanha; Marketing
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ABSTRACT

The way that decisions are made by companies is increasingly being supported by

data, thanks to the evolution of technology, which facilitates the storage and

processing of large amounts of data as never seen before, in order to enable the

creation of data products. increasingly assertive. In this scenario, this work proposes

the use of machine learning techniques for the optimization of a marketing campaign,

through the segmentation of a company's customers, looking for demographic and

firmographic patterns that indicate the propensity of a customer to accept or not a

particular offer contained in a campaign.

Palavras-chaves: Python; Data analysis; Clustering model; Classification model;

Campaign segmentation; Marketing
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1. INTRODUÇÃO

A constante busca das empresas por eficiência operacional, unida aos avanços

tecnológicos que facilitaram o armazenamento e processamento de grandes

quantidades de dados, tornaram possível a utilização de técnicas de aprendizado de

máquina para diversos segmentos, não mais limitado a segmentos específicos ou

puramente tecnológicos, havendo uma verdadeira onda de investimentos desse tipo

também em segmentos considerados tradicionais (ZEN, 2022).

Um dos vários segmentos que encontrou ampla utilização das técnicas de

aprendizado de máquina para otimizar seus resultados foi o de campanhas de

marketing, uma campanha de marketing é um trabalho de promoção de uma

empresa, produto, marca ou serviço, com a proposta de alcançar determinado

objetivo relacionado à venda de um produto ou serviço (FERREIRA, 2018).

O direcionamento ao público-alvo tornou a utilização de aprendizado de máquina

eficaz nesse segmento, com o uso de dados demográficos e firmográficos dos

clientes, tornou-se possível encontrar padrões que permitem entender o quão

propenso determinado cliente está a aceitar uma proposta feita por uma campanha.

Assim, considerando que existe um custo associado a cada cliente impactado, a

empresa pode optar ou não pela veiculação da campanha para determinado grupo

de clientes, e assim, obter campanhas mais assertivas.

Neste cenário, ao fazer uso de uma base de dados pública e fictícia, esse estudo

propõe a utilização de técnicas de aprendizado de máquina para otimizar a

segmentação de uma campanha de marketing de uma empresa de entrega por

aplicativo. Além disso, também é explorado o impacto financeiro gerado pelo uso

dessas técnicas e como a taxa de conversão de clientes que aceitam a campanha

se altera.
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1.1 Objetivos

1.1.1. Objetivo geral

O presente estudo teve como objetivo geral utilizar técnicas de mineração de dados

e inteligência artificial, para propor uma segmentação de clientes para uma

campanha de marketing. Onde a ideia geral desta segmentação é aumentar a

proporção de clientes que aceitarão a proposta feita por esta campanha. Os dados

analisados neste trabalho são públicos e disponibilizados por uma empresa de

entrega de alimentos de grande participação no mercado nacional. Tratam-se de

dados fictícios que são utilizados pela empresa para testes em seu processo

seletivo.

1.1.2. Objetivos Específicos

A fim de alcançar o objetivo geral, o presente estudo teve os seguintes objetivos

específicos:

● Realizar o tratamento e pré-processamento dos dados brutos.

● Identificar quais variáveis se mostraram mais relevantes para a taxa de

conversão da campanha de marketing através da análise exploratória dos

dados e utilizando testes estatísticos.

● Aplicar técnicas de aprendizado de máquina visando construir um modelo de

clusterização para entender características que grupos de clientes tem em

comum.

● Aplicar técnicas de aprendizado de máquina visando construir um modelo

preditivo que identifica grupos de clientes mais propensos a aceitar a

campanha.

● Gerar uma recomendação de público que deverá receber a campanha, a fim

de otimizar sua taxa de conversão.

● Simular o impacto financeiro desta otimização na campanha.
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1.2. Metodologia

A base de dados utilizada neste trabalho faz referência a uma campanha piloto,

veiculada por telefone, que visava entender o percentual de clientes, de uma

amostra de 2240, que aceitaram a proposta feita pela campanha, onde era sabido

informações sócio demográficas e firmográficas como idade, estado civil, renda,

valores gastos e tempo como cliente.

Para a realização do pré-processamento, tratamento, análise e desenvolvimento do

modelo de aprendizado de máquina, foi utilizado o ambiente Google Collaboratory

(GOOGLE, 2022), a linguagem de programação Python 3 e suas bibliotecas, como

Pandas (PANDAS, 2022), Plotly (PLOTLY, 2022) e SKLearn (SCKIT-LEARN, 2022),

o código do trabalho está disponível para consulta online, através deste endereço1.

1.3. Estrutura do Trabalho

A estrutura deste trabalho segue o seguinte formato:

● No capítulo 2 será apresentado o referencial teórico, onde serão abordados

conceitos e ferramentas que tangem o trabalho sobre um ponto de vista

técnico, tratando de assuntos como campanha de marketing, estruturação de

problemas, técnicas de modelagem de dados e aprendizado de máquina.

● No capítulo 3 será apresentado o estudo de caso e o passo a passo de sua

construção, onde são trazidos trechos de código utilizado e a aplicação de

técnicas trazidas no referencial teórico.

● No capítulo 4 constará a conclusão, onde será retomada os objetivos do

propostos, quais foram os resultados alcançados e uma proposta de trabalho

futuro a ser realizado.

___________________________________________________________________________________

1 https://colab.research.google.com/drive/1Qd7USxDWWF2ZT2zBMcRbDEaDczucjRey?usp=sharing
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2. REFERENCIAL TEÓRICO

Neste capítulo serão apresentados conceitos e ferramentas que tangem o trabalho.

2.1 Análise do problema

Atualmente, grande parte das empresas necessita de novas estratégias e modelos

disruptivos para se manterem competitivos em um mercado cada vez mais acirrado.

Algumas dessas estratégias se traduzem em frameworks, que permitem entender o

problema e buscar inovações (CONNECTCOM). Para o nosso estudo, foi utilizado

uma técnica chamada os 4Ps de Data, onde a ideia principal é garantir que o

executor do projeto tenha contexto suficiente do problema a ser resolvido.

Para isso, algumas perguntas são respondidas antes da utilização de qualquer

ferramenta de análise de dados, perguntas essas que podem ser observadas na

Figura 1, como o Problema a ser resolvido, o Potencial que essa solução tratá, qual

Produto será o melhor entregável e qual a Proposta de valor que o produto trará.

Figura 1: Visão geral sobre a metodologia 4P’s de Data.
Fonte: Adaptado (PEDOTE, 2020)
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Dessa forma, se tornam mais claros os objetivos do projeto, de onde estamos

partindo e onde queremos chegar.

2.2 Segmentação de campanha

Os tipos de segmentação são cada vez mais utilizados na publicidade para criar

campanhas assertivas. Com o uso de dados geográficos, demográficos,

comportamentais e até mesmo psicológicos, é possível entender o perfil do

público-alvo e o que ele deseja. A partir disso, a empresa consegue encontrar as

melhores formas de oferecer seus produtos e serviços, com o objetivo de mostrar ao

público que suas necessidades podem ser supridas (TRESMEIOS). Atualmente, o

uso de aprendizado de máquina para identificação de públicos com maior

probabilidade de aceitar a proposta feita pela campanha se torna cada vez mais

comum, é tornou-se possível identificar características em comum de grupos de

clientes e partir disso, fazer uma proposta de produto que faça sentido para esse

público, de forma a reduzir os custos de veiculação da campanha e aumentar sua

taxa de conversão.

2.3 Pré-processamento de Dados

Quando tratamos sobre pré-processamento de dados, existem várias técnicas e

abordagens diferentes, neste subcapítulo, iremos explorar as técnicas que foram

utilizadas neste estudo.

2.3.1. Identificação e remoção de Outliers utilizando Intervalo Interquartil

Outliers são registros de dados que tem características diferentes da distribuição

padrão de uma base de dados(DINO, 2022), esses registros podem ter impacto

negativo na estruturação de análises ou modelos, por se tratarem de um

comportamento não usual de uma amostra ou até por se tratar de um erro de

preenchimento. Dessa forma, faz-se necessário a identificação e remoção desses

pontos de dados. Para isso, utilizamos uma técnica chamada intervalo interquartil,
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que avalia a dispersão de dados somente depois de ordená-los em ordem

crescente. O intervalo interquartil é calculado com base no cálculo de quartis, sendo

o primeiro quartil (inferior), o quartil intermediário (mediana), o terceiro quartil

(superior), que estão ligados ao conceito de quantil como pode ser observado na

figura 2. A diferença entre o quartil superior e o quartil inferior determina o intervalo

interquartil (WIKIPEDIA, 2022).

Figura 2: Diagrama de caixa utilizado para identificação de outliers.

Fonte: (YUKIO, 2018)

2.3.2. Engenharia de variáveis

A engenharia de variáveis é o processo de selecionar, manipular e transformar o

dado bruto em variáveis que podem ser usadas (PATEL, 2021). É comum que a

base de dados extraída inicialmente não possua todas as informações necessárias

para a criação da análise ou do modelo para determinado tipo de problema, por isso,

torna-se necessário criar novas variáveis utilizando as já disponíveis, como

demonstrado na figura 3, onde com as variáveis Pé quadrado (Sq Ft.) e Valor

(Amount) é construída a variável Custo por pé quadrado (Cost Per Sq Ft), que para

algumas aplicações, pode ser mais útil do que as variáveis que a originaram,

ampliando a possibilidade de resolução de problema dos dados sem a necessidade

de fontes externas.
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Figura 3: Exemplo de criação de uma variável utilizando outras pré existentes.
Fonte: (PATEL, 2021)

2.3.3. Análise exploratória de dados (EDA)

Em estatística, Análise Exploratória de Dados ou do inglês Exploratory Data Analysis

(EDA) é uma abordagem para analisar bases de dados e extrair suas principais

características, geralmente utilizando técnicas estatísticas e outros métodos de

visualização de dados (WIKIPEDIA, 2022). A EDA é passo fundamental para

qualquer projeto de dados, ela permite que a pessoa que estiver analisando se

aprofunde nos dados que serão utilizados, de forma a extrair uma prévia das

soluções que o modelo ou produto de dados trará depois de prontos. Como na figura

4, onde é possível através de um gráfico de dispersão utilizado na EDA, identificar

que as duas variáveis, gorjeta (tips) e valor da conta (Total Bill), possuem um certo

grau de correlação e uma pode ser dependente da outra.
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Figura 4: Gráfico de dispersão de valor da gorjeta vs valor total da conta.
Fonte: (WIKIPEDIA)

2.3.4. Redimensionamento

Quando seus dados possuem diferentes escalas, muitos algoritmos de aprendizado

de máquina podem se beneficiar do redimensionamento para uma mesma escala.

Normalmente isso é chamado de normalização e as variáveis são redimensionadas

entre o intervalo de 0 e 1 (KUMAR, 2020). A utilização de redimensionamento é

essencial para que o algoritmo de aprendizado de máquina não dê um peso maior

para uma variável só porque essa variável possui valores maiores em sua escala,

como por exemplo, se uma coluna estiver em gramas e outra em quilogramas, o

algoritmo entenderá que 100 gramas é maior que 3 quilogramas, dado que a escala

não está sendo considerada.

2.4 Teste Qui Quadrado

É um teste de hipóteses que se destina a encontrar um valor da dispersão para duas

variáveis categóricas nominais e avaliar a associação existente entre variáveis

qualitativas. O teste de Qui-Quadrado é considerado um teste não paramétrico, pois

não depende de parâmetros populacionais (média e variância). O princípio básico

deste teste é comparar proporções, ou seja, possíveis divergências entre as
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frequências observadas e esperadas para um certo evento (GUIMARÃES).

O teste Qui-Quadrado é utilizado principalmente para identificar se a proporção da

distribuição de uma variável em relação a outra desvia de forma significativa do que

é esperado, identificando se as variáveis são independentes ou não entre si.

2.5 Clusterização (Kmeans)

K-Means é um algoritmo de clusterização (ou agrupamento) disponível na biblioteca

Scikit-Learn do Python. É um algoritmo de aprendizado não supervisionado (ou seja,

que não precisa de inputs de confirmação externos) que avalia e clusteriza os dados

de acordo com suas características (ANASTACIO, 2020). Esse algoritmo funciona

em alguns passos pré definidos, o primeiro deles é a definição da quantidade de

clusters, depois disso, o algoritmo define o centróide de cada cluster aleatoriamente,

após o centróide definido, ele calcula para cada ponto do espectro de dados, o

centróide de menor distância, onde cada um desses pontos passará a pertencer a

este centróide, com isso, acontece o reposicionamento do centróide, onde é definida

pela média da posição de todos os pontos desse cluster, isso é repetido

iterativamente, até que a posição ideal seja encontrada, e assim, os clusters são

definidos. Como ilustrado na figura 5, onde uma amostra de dados é dividida em 3

clusters, onde cada ponto está dentro de uma região que faz referência a seu

respectivo cluster e ali estão outros pontos com características semelhantes às

suas.
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Figura 5: Gráfico ilustrando a distribuição de clusters.
Fonte: (BOOKDOWN)

2.6. Predição

2.6.1. Seleção de variáveis

Seleção de variáveis é o processo de reduzir o número de variáveis de entrada

quando estamos desenvolvendo um modelo de aprendizado de máquina. Esse

processo é realizado para reduzir o custo computacional da modelagem ou, em

alguns casos, para aumentar a performance do modelo (BROWNLEE, 2019).

Existem diversas técnicas para a seleção de variáveis, neste estudo, optamos pela

seleção por correlação, onde é calculada a correlação entre as variáveis de entrada,

e caso exista variáveis correlacionadas entre si, apenas uma é mantida, evitando

assim a multicolinearidade, característica que pode impactar a performance do

modelo, pois inclui informações redundantes. A análise visual desta técnica pode ser

dada através da matriz de correlação como demonstrado na figura 6, onde variáveis

muito correlacionadas entre si se aproximam de 1 e as poucos correlacionadas, se

aproximam de 0.
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Figura 6: Matriz correlação entre variáveis de entrada.
Fonte: (LUNA, 2021)

2.6.2. Separação dos dados

A separação dos dados ocorre tipicamente com sua divisão em duas partes, onde

uma parte será usada para treinar e outra para testar o modelo (GILLIS, 2022),

como ilustrado na figura 7. A separação dos dados é parte fundamental para o

desenvolvimento de modelos de inteligência artificial, pois auxiliam na avaliação dos

modelos, e o quão bem eles irão performar com dados externos, dado que ele é

testado em dados nos quais não teve contato prévio. Não existe um valor

determinado para que essa separação seja bem sucedida, mas boa parte dos

modelos utilizam a separação onde que a base de teste tenha entre 10 e 30 por

cento do tamanho total da base de dados.
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Figura 7: Representação gráfica da separação dos dados em teste e treino.
Fonte: Adaptado (MAYO, 2020).

2.6.3. Superpopulação da base

Superpopulação tem como objetivo aumentar o peso da classe minoritária, ao criar

mais exemplos desta classe (KUO, 2018). Se torna necessário o uso de técnicas de

superpopulação de bases, quando estamos diante de uma base de dados onde a

variável principal está desbalanceada, ou seja, uma das classes possui muito mais

amostras do que a outra, como por exemplo, para análise de fraudes em cartão de

crédito, onde apenas uma minoria das transações são fraudulentas e graças a esse

desbalanceamento, se não houver o tratamento ideal da base, o modelo pode

indicar que todas as transações são não fraudulentas. Existem diversas técnicas de

superpopulação de uma base de dados, mas neste estudo iremos focar na

superpopulação aleatória, onde amostras da classe minoritária são replicadas

aleatoriamente até que se atinja tamanhos iguais de amostras entre as classes,

como ilustrado na figura 8.
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Figura 8: Representação gráfica da superpopulação da base.
Fonte: Adaptado (KUO, 2018)

2.6.4. Regressão Logística

A regressão logística é uma técnica estatística que tem como objetivo modelar, a

partir de um conjunto de observações, a relação “logística” entre uma variável

resposta dicotômica e uma série de variáveis explicativas numéricas (contínuas,

discretas) e/ou categóricas.  (CABRAL, 2013).

A regressão logística utiliza a curva logística para assim representar a relação entre

a variável dependente e as independentes. Os valores previstos portanto

permanecem entre 0 e 1, sendo definidos pelos coeficientes estimados (SMOLSKI).

A figura 9 ilustra a curva logística que relaciona a probabilidade de um evento

ocorrer e o nível da variável independente. Na regressão logística, a variável

resposta é dicotômica, atribuindo-se o valor 1 ao acontecimento de interesse

(sucesso) e 0 ao acontecimento complementar (insucesso)

21



Figura 9: Curva logística. Fonte: (SMOLSKI)

Esta técnica é amplamente utilizada pelo seu ótimo custo benefício em relação à

precisão e interpretabilidade, diferente de outras técnicas de aprendizagem de

máquina, não se trata de um algoritmo “caixa preta”, onde não é possível explicar

com clareza os fatores que influenciaram sua decisão.

2.7 Avaliação do modelo

Uma das fases fundamentais na criação de um modelo de aprendizado de máquina

é a sua avaliação, essa avaliação é feita utilizando diversas métricas e técnicas e

busca entender as fortalezas e fraquezas do modelo, de forma a definir se o modelo

está bom o suficiente para ser usado para uma tomada de decisão.

2.7.1. Matriz confusão

A matriz confusão é uma ferramenta que auxilia na identificação o quão bem o

modelo está prevendo os casos apresentados. Trata-se de uma tabela que mostrará

as frequências de previsões corretas e erradas para cada classe do modelo como

ilustrado na figura 10. A tabela irá mostrar a frequência de quatro situações,
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Verdadeiros positivos (TP, do inglês True Positive), Falsos positivos (FP do inglês

False Positive), Falsos Verdadeiros (TN, do inglês True Negative) e Falsos negativos

(FN, do inglês False Negative). Onde casos de verdadeiros positivos ocorrem

quando no conjunto real, a classe que estamos buscando foi prevista corretamente,

enquanto que casos de falsos positivos, ocorrem quando no conjunto real, a classe

que estamos buscando prever foi prevista incorretamente, já para os casos de falsos

verdadeiros, ocorrem quando no conjunto real, a classe que não estamos buscando

prever foi prevista corretamente, e por último, para os casos de falsos negativos,

ocorrem quando no conjunto real, a classe que não estamos buscando prever foi

prevista incorretamente (SOUZA, 2019).

Para cada tipo de aplicação busca-se minimizar ou maximizar determinado tipo de

relação previsão x realidade, buscando um equilíbrio que faça sentido para o

negócio, como por exemplo, para fraude bancária, o objetivo é ter o menor número

de falsos negativos possível, visto que uma transação fraudulenta classificada como

verdadeira, pode ser mais impactante negativamente do que uma transação não

fraudulenta que foi negada.

Figura 10: Matriz Confusão. Fonte: (MOHAJON, 2020)
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2.7.2. Métricas de avaliação do modelo

Após o modelo pronto, torna-se necessário checar métricas que avaliam o quão

preciso o modelo está, para isso, quatro principais métricas são utilizadas, são elas,

Acurácia, Precisão, Recall e F1-Score.

A acurácia é a quantidade de acertos do modelo dividido pelo total da amostra

(PÁDUA), com ela calculamos o quão certo um modelo está, a fórmula para seu

cálculo pode ser demonstrada na figura 11.

Figura 11: Fórmula da acurácia. Fonte: (PÁDUA, 2020)

Enquanto que a precisão é a quantidade de previsões classificadas como positivas,

que realmente são positivas, a fórmula para seu cálculo pode ser demonstrada na

figura 12.

Figura 12: Fórmula da Precisão. Fonte: (PÁDUA, 2020)

Já o Recall é a porcentagem de dados classificados como positivos comparado com

a quantidade real de positivos que existem em nossa amostra (PÁDUA), a fórmula

para seu cálculo pode ser demonstrada na figura 13.

Figura 13: Fórmula do Recall. Fonte: (PÁDUA, 2020)
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E por último, o F1 - Score é a métrica que une precisão e recall a fim de trazer um

número único que determine a qualidade geral do nosso modelo (PÁDUA), a fórmula

para seu cálculo pode ser demonstrada na figura 14.

Figura 14: Fórmula do F1 - Score. Fonte: (PÁDUA, 2020)

Para cada uma dessas métricas, valores considerados bons, geralmente são

determinados de acordo com alguma referência pré existe, de forma a variar

bastante para cada contexto.

2.7.3. Validação cruzada

Normalmente antes de treinar nosso modelo separamos de forma aleatória nossos

dados em base de treino e teste. Após o modelo treinado utilizamos a base de teste

para avaliar o desempenho do modelo utilizando dados nunca antes vistos pelo

mesmo. É uma boa abordagem porém pode não ser suficiente para avaliar o modelo

e é nessa hora que entra a Validação Cruzada (RABELLO, 2019). Um dos métodos

para a Validação Cruzada, é o K-fold, onde os dados são de teste e treino são

particionados, porém eles não se resumem apenas a partição inicial, eles podem

obter diversas partições como demonstrado na figura 15, e para cada uma dessas

configurações, as métricas de qualidade são medidas e o resultado final, onde antes

era apenas em relação a uma partição, agora é a média de todas as partições

definidas, trazendo assim uma maior confiabilidade do resultado final do modelo.

Figura 15: Representação gráfica validação cruzada. Fonte: (RABELLO, 2019)
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2.8. Importância das variáveis

A importância de variáveis é um método comum para os resultados de um modelo

de aprendizado de máquina interpretáveis, essa técnica permite que tenhamos uma

visão geral da tomada de decisão do modelo (SERENGIL, 2021). Para cada variável

é calculado o quanto ela impactou na decisão do modelo, como demonstrado na

figura 16, o que ajuda a direcionar acionáveis quando ações humanas serão

tomadas baseadas no resultado de um modelo.

Figura 16: Gráfico de variáveis e seu respectivo grau de importância para o modelo
Fonte: (SERENGIL, 2021)

3. ANÁLISE DE DADOS

Neste capítulo detalhamos os procedimentos realizados, desde a limpeza da base

bruta de dados, como as análises estatísticas e a criação do modelo que visa criar

uma melhor segmentação para uma campanha de marketing.

3.1 Conjunto de dados

A base de dados analisada faz referência a uma campanha piloto de marketing.

Essa base possui 2240 entradas, onde cada entrada faz referência a um cliente, e
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25 colunas contendo informações demográficas e firmográficas, sendo essas

apresentadas na figura 17, juntamente com sua respectiva descrição.

Figura 17: Variáveis e suas respectivas descrições. Fonte: (IFOOD, 2022)

3.2. Pré processamento dos dados

3.2.1. Padronização dos nomes das variáveis

Para a fase de pré-processamento dos dados, inicialmente foi necessário renomear

algumas colunas, para nomes mais intuitivos e padronizados, as alterações feitas
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podem ser verificadas no trecho do código demonstrado na figura 18.

Figura 18: Trecho de código usado para renomear as colunas.

3.2.2. Identificação de registros duplicados

Após a renomeação das colunas, foi procurado por entradas duplicadas ou

identificadores duplicados, como demonstrado na figura 19, trata-se de um problema

comum em base de dados, porém para o nosso caso, não foi encontrado nenhum

registro duplicado.

Imagem 19: Trecho de código que busca por registros duplicados na base de dados
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3.2.3. Padronização de formato das colunas

O próximo passo do pré processamento de dados foi garantir que todas as colunas

estão no formato certo, para isso é necessário uma análise individual das colunas

para entender se seu formato atual realmente corresponde ao tipo de informação

inserida, para o nosso caso, apenas a coluna “dt_custumer” estava errada, coluna

essa que faz referência a data em que a pessoa passou a ser cliente da empresa, e

estava em formato “object” enquanto o formato correto deveria ser “datetime”, a

figura 20 demonstra trecho de código utilizado para essa transformação.

Figura 20: Trecho de código usado para alterar o formato da coluna “dt_customer” .

3.2.4. Geração de novas variáveis

Como próximo passo, foi-se utilizada a técnica de engenharia de variáveis, que

consiste em gerar novas variáveis utilizando outras variáveis já disponíveis, essa é

uma técnica que se faz importante, pois com ela é possível obter informações que

até então estavam implícitas na base de dados. No total, 16 novas variáveis foram

criadas, a figura 21 traz o exemplo de uma das variáveis criadas, as demais podem

ser encontradas no código completo, através deste endereço1.

1 https://colab.research.google.com/drive/1Qd7USxDWWF2ZT2zBMcRbDEaDczucjRey?usp=sharing

Figura 21: Trecho de código usado para criar uma nova variável utilizado variáveis
pré existentes.
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3.2.5. Identificação de registros inconsistentes

Após essas variáveis serem criadas, foi possível verificar algumas inconsistências

em nossa base de dados, essas inconsistências faziam referência ao valor gasto em

determinada categoria de produto, de forma que esse valor não poderia ser

negativo, a figura 22 demonstra o trecho como foi feita essa identificação e limpeza.

Figura 22: Trecho de código que retira registros inconsistentes da base.

3.2.6. Identificação de registros nulos

Outro passo muito importante na realização do tratamento de dados, é o tratamento

de valores nulos, nesse passo buscamos entender em quais colunas possuíamos

valores nulos, quantos eram e qual sua representatividade em relação a base total.

Com esses registros identificados, dada a baixa representatividade, foi feita a sua

exclusão, como demonstrado no trecho de código representado na figura 23.

Figura 23: Trecho de código que retira registros nulos da base.
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3.2.7. Identificação de dados fora do padrão (outliers)

Como último passo da limpeza e tratamento de dados, faz-se muito importante a

identificação e tratamento de outliers, para isso, inicialmente, foi feita uma análise da

descrição estatística da base, representada na figura 24, onde é possível observar a

quantidade de registros, a média de seus valores, seu desvio padrão, seu valor

mínimo, seu valor máximo e os percentis 25, 50 e 75, como descrito na figura

abaixo.

Figura 24: Trecho de código e resultado que gera o descritivo estatístico da base.

Mas sabe-se que essa análise descritiva é limitada e pouco precisa, sendo útil

apenas para ter-se uma perspectiva geral, para uma análise mais completa e

precisa, é necessário a utilização de técnicas estatísticas, e para esse estudo, foi

utilizada a técnica de intervalo interquartil, com ela, foi identificada a presença de 15

registros que fogem do padrão, esses registros foram retirados da base, a sua

função foi descrita na figura 25.
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Figura 25: Trecho de código que identifica e remove dados fora do padrão.

3.3. Análise exploratória

Com o fim da fase de tratamento dos dados, tornou-se possível iniciar a análise

exploratória, que tem como objetivo entender as características dos clientes em

relação a aceitar ou não a campanha piloto veiculada. Para isso, todas as variáveis

da base foram testadas para entender a taxa de aceite da campanha considerando

as diferentes características dos clientes. Além disso, para cada uma das variáveis,

foi realizado o teste Qui Quadrado a fim de entender se as diferenças observadas

entre as taxas de sucesso da campanha para cada uma das categorias são dadas

ao acaso ou não, onde o trecho de código que executa esse teste está representado

na figura 26, neste estudo iremos apresentar as principais descobertas que essa

análise proporcionou.
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Figura 26: Trecho de código que realiza o teste Qui Quadrado.

Para as análises a seguir, utilizamos o padrão de roxo escuro para o grupo de

clientes que aceitou a proposta da campanha, enquanto usamos o rosa claro para o

grupo que não aceitou a proposta da campanha, a linha tracejada indica a média da

taxa de sucesso da campanha, que é de 15%, além disso, abaixo da legenda do

eixo X, é possível encontrar o resultado do teste Qui Quadrado para independência

entre as variáveis.

A primeira variável testada foi escolaridade (medida em anos de estudo), para essa

variável pode-se observar uma clara correlação positiva entre a quantidade de anos

de estudo que o cliente possui e a taxa de aceite da campanha, onde o grupo de

clientes de maior escolaridade, tendem a aceitar mais a campanha.
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Figura 27: Gráfico que representa a taxa de resposta a campanha para cada
categoria da variável anos de estudo.

A próxima variável testada foi renda, onde também foi possível encontrar uma

correlação positiva entre a renda dos clientes e sua propensão a aceitar a

campanha, onde para clientes de renda acima de $100.000/ano, observou-se que a

taxa de sucesso da campanha era 100%.

Figura 28: Gráfico que representa a taxa de resposta à campanha para cada
categoria da variável renda.
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Já a variável idade, se mostrou não significativa para determinar se o cliente aceitou

ou não a campanha piloto, o teste Qui Quadrado indicou que as variáveis idade e

taxa de aceite da campanha são independentes entre si, o que também pode ser

observado na figura 29, onde para os clientes de 20 anos ou mais (grupos que

concentram a maior parte da base de clientes), a taxa de aceite da campanha se

mantém estável.

Figura 29: Gráfico que representa a taxa de resposta à campanha para cada
categoria da variável idade.

Outra variável que também foi analisada, foi o tamanho da família do cliente, para

essa variável, foi-se encontrada uma correlação negativa, onde clientes com famílias

maiores, tendem a ter uma taxa de aceitação de campanha menor, como pode ser

observado na figura 30.
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Figura 30: Gráfico que representa a taxa de resposta à campanha para cada
categoria da variável tamanho da família.

A análise de todas as variáveis foi feita, porém só foram trazidas para este estudo as

mais importantes, as outras análises podem ser acessadas através deste endereço².

3.4. Conclusões preliminares

Com o fim da análise exploratória, podemos tirar algumas conclusões sobre as

características de grupos de clientes que tiveram uma melhor taxa de aceitação da

campanha, como por exemplo, o grupo de clientes com 25 ou mais anos de estudo,

o grupo de clientes com renda acima de $80.000/ano e o grupo de clientes com

família de 1 pessoa, com essas informações, já torna-se possível gerar uma

segmentação mais eficaz para a veiculação da campanha com o objetivo de atingir

uma maior taxa de sucesso.

___________________________________________________________________

2 https://colab.research.google.com/drive/1Qd7USxDWWF2ZT2zBMcRbDEaDczucjRey?usp=sharing
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3.5. Clusterização

Como próximo passo, iremos agrupar os clientes de acordo com suas características

semelhantes, utilizando a técnica conhecida como K Means.

3.5.1. Estandardização

Para isso, torna-se necessário a uniformização da escala dos dados, dessa forma,

utilizaremos a padronização com média 0 e desvio padrão 1, de forma que

mantemos a média e a variância igual para todas as variáveis, e assim, nenhuma

delas afetará o processo de clusterização por ter uma escala maior, resultando

assim em agrupamentos mais justos. O trecho de código utilizado neste processo

está descrito abaixo.

Figura 31: Trecho de código utilizado para a estandardização dos dados.

3.5.2. Regra do cotovelo

Com as variáveis estandardizadas, é necessário definir o número ótimo de grupos

que queremos obter, para isso, utilizamos uma técnica chamada Regra do Cotovelo,

onde é plotado um gráfico da média ao quadrado das distâncias dos pontos ao

centro do cluster, também conhecida como distorção, para cada número de clusters.

Esse ponto ótimo de quantidade de clusters, é definido quando essa distorção

começa a diminuir em um ritmo menos acelerado, se assemelhando ao formato de

um cotovelo, para o nosso caso, em 2 clusters, como demonstrado na figura 32.
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Figura 32: Gráfico utilizado na regra do cotovelo.

3.5.3. Características dos clusters

Após o número de Clusters ser definido, aplicamos a técnica de clusterização e

verificamos o comportamento de cada um dos clusters, na figura 33, cada cluster

está sendo representado por uma cor, onde o cluster 1 está sendo representado

pela cor roxa e o cluster 2, está sendo representado pela cor rosa, além disso, cada

uma das barras horizontais representa o valor médio daquele cluster para

determinada variável e sua comparação percentual em relação ao outro cluster.

Foi possível identificar que para algumas variáveis, o valor médio dos dois clusters é

pouco significativo, como idade e recência por exemplo, enquanto que para outras

como renda e ticket médio, existe uma grande discrepância entre os dois clusters.

Após a análise das características de cada um dos clusters e entender que o cluster

1 consome mais que o cluster 2, decidimos alterar seus nomes para cluster Premium

e Standard respectivamente.
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Figura 33: Gráfico utilizado para entender as principais características de cada
cluster e como esses clusters se diferenciam entre si.

3.6. Modelagem

Agora com um melhor entendimento das características dos clientes e quais são os

grupos com maior propensão a aceitar a campanha, iremos criar um modelo que irá

prever quais clientes pertencentes ao cluster Premium possuem maior chance de

aceitar a campanha. Para isso, iremos utilizar um modelo linear conhecido como

regressão logística.

O modelo de regressão logística foi utilizado principalmente pela sua maior

interpretabilidade, de forma que conseguimos traduzir os motivadores do resultado

do modelo para uma pessoa tomadora de decisão em uma empresa, por exemplo.

3.6.1. Seleção de variáveis

Primeiramente, iremos definir as variáveis que serão utilizadas no modelo. Para isso,

iremos utilizar a correlação linear entre as variáveis, para retirar as variáveis que

estiverem altamente correlacionadas entre si (variáveis redundantes foram

consideradas com coeficiente de correlação acima de 0,5), característica essa

chamada de multicolinearidade, que acaba por reduzir o poder estatístico do

modelo. Para isso, a função descrita na figura 34, remove todas as variáveis

redundantes, ao identificar variáveis que possuem alta correlação entre si.
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Figura 34: Trecho de código utilizado para remoção de colineraridade.

Dessa forma, restaram 18 variáveis, entre as 41 iniciais, que servirão de entrada

para o modelo, que estão descritas na figura 35, juntamente com seus respectivos

coeficientes de correlação.
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Figura 35: Gráfico de correlação das variáveis que serão utilizadas no modelo.

3.6.2. Separação da base

A próxima fase para a criação do modelo é a separação da base em base de treino

e base de teste. Para isso, utilizamos uma proporção de 20% para teste e 80% para

treino, como está descrito na figura 36 que demonstra o trecho de código do

comando responsável por esta ação.
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Figura 36: Trecho de código utilizado para separar a base em teste e treino.

3.6.3. Superpopulação da base

É comum que bases de dados possuam mais registros de uma categoria em relação

a outra, quando isso acontece para a variável resposta, dizemos que a base está

desbalanceada. A base utilizada neste estudo se enquadra nessa classificação e se

trata de uma base desbalanceada, como pode ser observado na figura 37, temos

566 registros de clientes que não aceitaram a campanha e 158 registros de clientes

que aceitaram a campanha.

Figura 37: Distribuição da variável resposta antes da superpopulação da base.
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Com isso, utilizamos a técnica de superpopulação randômica, onde amostras

sintéticas são criadas no intuito de balancear a classe defasada, essas amostras são

criadas ao repetir aleatoriamente registros da classe minoritária até que as duas

classes possuam a mesma quantidade de registros. A função criada para esse

processo pode ser observada na figura 38, e a distribuição final das categorias, com

a base já balanceada, na figura 39.

Figura 38: Trecho de código utilizado para criar a superpopulação da base.

Figura 39: Distribuição da variável resposta depois da superpopulação da base.
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3.6.4. Treinamento do modelo

Nessa etapa, com a base de treino já balanceada, treinamos o nosso modelo

utilizando a técnica de regressão logística, sem a alteração dos parâmetros de

entrada. Já para a validação do modelo, utilizamos a técnica de validação cruzada e

a matriz confusão, obtendo como resultado acurácia de 83% com 16% de casos de

falso positivo e 18% de falsos negativos como pode ser observado na figura 40.

Figura 40: Plotagem da matriz confusão, assim como as métricas de qualidade do

modelo para a base de treino.

3.6.5. Teste do modelo

Com o modelo treinado, o utilizamos a base de teste, que são dados até então

novos para o modelo e sua tarefa será prever se o cliente aceitou ou não a

campanha. Para os dados de treino, os resultados do modelo foram de 82% de

acurácia, com 20% de casos de falso positivo e 14% de casos de falso negativo

como pode ser visto na figura 41.
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Como não houve grande variação entre os resultados obtidos na base de treino e na

base de teste, podemos considerar que o modelo está suficientemente generalizado

para lidar com casos reais.

Figura 41: Plotagem da matriz confusão, assim como as métricas de qualidade do

modelo para a base de teste.

3.6.6. Importância de variável

Outro passo que é fundamental para uma maior aceitação dos resultados do

modelo, principalmente por pessoas não técnicas, é a importância da variável, que

explica quais variáveis têm maior impacto para a tomada de decisão sugerida pelo

modelo, para o nosso caso, como pode ser observado na figura 42, a variável de

maior importância foi a que faz referência ao tamanho da família, seguida pelas

variáveis que indicam se o cliente aceitou campanhas passadas ou não, para esse

gráfico, é importante ressaltar que o valor da importância da variável é medido em

módulo e os valores negativos indicam que a variável estudada é inversamente

proporcional ao resultado positivo da variável resposta, como é o caso do tamanho

da família, onde quanto menor o tamanho da família, maior a probabilidade da
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pessoa aceitar a campanha.

Figura 42: Gráfico que demonstra a importância das variáveis para o modelo.

3.7. Simulação do impacto financeiro

Por fim, no intuito de entender o impacto financeiro gerado pela utilização de

segmentação de uma campanha de marketing utilizando técnicas de aprendizado de

máquina, geramos uma simulação da receita gerada para o caso do não uso de

técnicas de segmentação e com o seu uso.

Temos na base original que o custo para a veiculação da campanha por cliente é de

$3 e a receita obtida caso o cliente aceite a proposta, é $11. Com isso, conseguimos

descrever a função de lucro da campanha através da função descrita na figura 43.
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Figura 43: Função de lucro por cliente.

Com isso, é possível calcular a partir de qual taxa de sucesso a campanha gera

lucro para a empresa. Ao zerar o valor de y, encontramos que a campanha atinge

seu ponto de equilíbrio quando atinge uma taxa de sucesso de 27%, entretanto,

sabemos que o cenário atual, onde a campanha foi veiculada sem nenhum tipo de

segmentação, tivemos uma taxa de sucesso da campanha de 15%, o que resulta em

um prejuízo de $1,35 por cliente como descrito na figura 44.
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Figura 44: Gráfico de rentabilidade por cliente de acordo com a taxa de sucesso da

campanha.

Recapitulando a matriz confusão apresentada anteriormente na figura 41,

consideramos que iremos enviar a campanha somente para os clientes onde a

previsão do modelo foi de que aceitariam a campanha, estando essa previsão

errada, ou não, chegamos em uma taxa de sucesso de aproximadamente 58% como

demonstrado na figura 45. De onde, 35% da base total, faz referência aos clientes

do cluster Premium, e desses 14% da base total faz referência aos clientes que o

modelo previu que aceitariam a oferta da campanha, onde desses, 58% realmente

aceitaram a campanha.

Figura 45: Plotagem da matriz confusão apenas para casos onde a previsão de

aceitação da campanha era positiva.
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Dessa forma, considerando uma base total de um milhão de clientes (número

estimado pela empresa em seu case), é possível definir o impacto financeiro do uso

de aprendizado de máquina para segmentação de uma campanha de marketing.

Primeiramente, iremos mensurar o impacto financeiro da campanha caso não fosse

usada a segmentação de clientes, ou seja, a campanha fosse enviada para toda a

base. Como ilustrado na figura 46, em uma base de 1 milhão de clientes, todos eles

seriam impactados pela campanha, logo, ao custo de $3 por clientes, o custo total

da campanha seria de $3 milhões, sabendo que a taxa de conversão seria de

aproximadamente 15%, aproximadamente 150 mil clientes aceitariam a oferta

proposta pela campanha, e considerando a receita de $11 por aceite, a receita total

seria de $1,65 milhões, de forma que a receita menos o custo, resultaria em um

prejuízo de $1,35 milhões para a veiculação desta campanha sem nenhum tipo de

segmentação.

Figura 46: Mensuração do impacto financeiro caso não seja utilizada segmentação

de campanha.

Já para o cenário onde utilizamos a segmentação de clientes proposta por esse

estudo, como ilustrado na figura 47, para essa mesma base de 1 milhão de clientes,

a segmentação sugere que enviemos para apenas um determinado grupo, que

representa 14% da base total de clientes, como indicado na figura 45, o que resulta

em 140 mil clientes impactados pela campanha, ao custo de $3 por cliente

impactado, temos o custo total da campanha em aproximadamente $420 mil,
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sabendo que a taxa de conversão para esse grupo segmentado de clientes é de

aproximadamente 58%, temos aproximadamente 81 mil clientes aceitando a oferta

proposta pela campanha, e considerando a receita de 11$ por aceite, a receita total

da campanha seria de $893 mil, assim, considerando a receita menos o custo, essa

campanha resultaria em um lucro de aproximadamente $473 mil.

Figura 47: Mensuração do impacto financeiro caso seja utilizada a segmentação de

campanha proposta.
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4. CONCLUSÃO E TRABALHOS FUTUROS

Como podemos ver neste estudo, a utilização de técnicas de aprendizado de

máquina para determinados segmentos deixou de ser apenas um experimento e

passou a ser um diferencial competitivo, tornando processos mais assertivos

resultando em maiores margens de lucro.

O objetivo deste trabalho foi utilizar técnicas de aprendizado de máquina para

otimizar uma campanha de marketing e medir o impacto dessas técnicas utilizando

uma base de dados com informações demográficas e firmográficas de clientes de

uma empresa de entrega por aplicativo. Para isso, essa base de dados recebeu

diversos tratamentos como remoção de dados nulos e fora do padrão, criação de

novas variáveis e redimensionamento de escala, além disso, técnicas como

clusterização e regressão logística foram aplicadas para determinar os segmentos

de público que seriam impactados pela campanha. Como resultado, foi possível

aumentar a taxa de aceitação da campanha de 15 para 58 por cento, e onde antes a

campanha havia um prejuízo projetado de $1,35 milhões, passou a ter um lucro

projetado de $473 mil, atingindo assim o objetivo deste estudo, que era otimizar a

campanha de marketing.

Por fim, como trabalhos futuros, desejamos realizar o estudo da projeção de valores

gastos por estes indivíduos durante sua jornada como clientes, de forma a entender

o grau de fidelidade desses clientes que aceitaram essa campanha, além de testar

outros modelos além da regressão logística a fim de entender se existe uma melhora

nos resultados obtidos.
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